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Резюме: Статья посвящена оценке модели классификации изображений клеток костного мозга 

при диагностике острого лейкоза и минимальной остаточной болезни с применением нейронной 

сети. В эксперименте использовалась выборка из 13 типов клеток: базофилы, лимфоциты, 

моноциты, палочкоядерные нейтрофилы, сегментоядерные нейтрофилы, эозинофилы, 

лимфобласты, миелобласты, пролимфоциты, промиелоциты, нормоциты, метамиелоциты, 

миелоциты. Изображения клеток костного мозга получены с препаратов Лаборатории 

иммунологии гемопоэза Национального медицинского исследовательского центра онкологии 

им. Н.Н. Блохина. Описание клеток выполнялось двадцатью шестью признаками. Представлены 

модели используемых признаков – средних значений цветовых компонент H, S цветовой модели 

НSB (H - цветовой тон, S – насыщенность, B – яркость), морфологических характеристик – 

площади, коэффициента формы, диаметра, отношение максимального расстояния от центра масс 

до края объекта к минимальному); текстурные характеристики области изображения, 

ограниченной контуром клетки, для матрицы пространственной смежности - энергия, момент 

инерции, энтропия, локальная однородность, максимальная вероятность по цветовым 

компонентам R, G, B и значению яркости. Проведены экспериментальные испытания 

рассматриваемого классификатора. Экспериментальная выборка содержала 636 клеток 

тринадцати разных типов. Установлено, что применение модели нейронной сети при выбранной 

системе признаков обеспечивает 90% точность классификации исследуемых типов клеток. 

Полученные результаты носят предварительный характер. Для повышения достоверности 

оценок в дальнейших исследованиях требуется увеличение обучающей выборки с учетом типов 

клеток и вариабельности изображений клеток.  
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Abstract: The article is devoted to evaluating the model of classification of images of bone marrow cells 

in the diagnosis of acute leukemia and minimal residual disease using a neural network. The experiment 

used a sample of 13 cell types: basophils, lymphocytes, monocytes, rod-shaped neutrophils, 

segmentonuclear neutrophils, eosinophils, lymphoblasts, myeloblasts, prolymphocytes, promyelocytes, 

normocytes, metamyelocytes, myelocytes. Images of bone marrow cells were obtained from 

preparations of the Laboratory of hematopoietic immunology of the N. N. Blokhin National medical 

research center of oncology. The description of cells was performed by twenty-six signs. Models of the 

used features are presented – the average values of the color components H, S of the color model HSB 

(H - color tone, S-saturation, B-brightness), morphological characteristics - area, shape coefficient, 

diameter, the ratio of the maximum distance from the center of mass to the edge of the object to the 

minimum; textural characteristics of the image area bounded by the cell contour for the spatial adjacency 

matrix - energy, moment of inertia, entropy, local uniformity, maximum probability for the color 

components R, G, B, and brightness value. Experimental tests of the classifier under consideration were 

carried out. The experimental sample contained 636 cells of thirteen different types. It was found that 

the use of the neural network model for the selected feature system provides 90% accuracy of 

classification of the studied cell types. The results obtained are of a preliminary nature. An increase in 

the training sample is required to increase the reliability of estimates in further studies, taking into 

account the cell types and variability of cell images. 
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Введение 
 

Микроскопическое исследование состава клеток костного мозга крови является 

одним из видов анализов, выполняемых при диагностике острого лейкоза и минимальной 

остаточной болезни. Эту трудоемкую и утомительную работу, требующую 

концентрированного внимания, выполняет врач клинической лабораторной 

диагностики. Для достижения необходимого уровня точности диагностики нужна 

высокая квалификация врача с большим опытом анализа патологических клеток.   

Одним из актуальных направлений в повышении точности классификации клеток 

костного мозга  при микроскопическом исследовании является применение 

компьютерных систем распознавания образов. 

В цифровой обработке  изображения можно выделить ряд этапов, относящихся к 

распознаванию образов - предобработка, описание, классификация. На этапе 

предобработки выполняется выделение на изображении областей, соответствующих 

отдельным клеткам. Обычно эту процедуру называют сегментацией изображения. 

Операция сегментации является важным этапом, от ее точности зависит точность 

классификации клеток. Этап описания для выделенных клеток связан  с измерением их 

характеристик. На последующем этапе - классификации проводится отнесение клетки к 

одному из заданных типов. Результаты распознавания исследуемых объектов при  
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прочих заданных условиях зависят от описания (системы признаков), методов 

классификации, метрик, количества типов клеток и объема выборки. В данной работе 

при выбранных типах клеток, признаках, метриках рассматриваются классификаторы. 

Для классификации микроскопических изображений клеток крови и костного 

мозга используются различные методы [1-14]. Здесь отметим нейронные сети (точность 

72% и выше) [3, 4, 13, 14], метод К-ближайших соседей (точность от 80%) [5], 

Байесовский классификатор (точность 87%) [6-12] и др., что говорит о значительном 

интересе исследователей к этой проблеме. В то же время следует подчеркнуть – при 

проведении диагностических исследований врачей интересуют результаты 

классификации с учетом целого ряда значимых факторов, отраженных в выборке клеток 

своего медицинского учреждения. К ним относятся: вариабельность изображений 

клеток, условия изготовления препаратов для микроскопического исследования, 

популяционная активность заболевания в данном регионе. Перечисленные вопросы 

представлены в литературе недостаточно. Нет сведений об эффективности 

классификаторов изображений при выбранной системе признаков и для классификации  

многообразия типов клеток костного мозга с препаратов Лаборатории иммунологии 

гемопоэза Национального медицинского исследовательского центра онкологии 

им. Н. Н. Блохина.  

Задача проектирования автоматической системы распознавания клеток костного 

мозга относится к категории сложных задач и требует поэтапного решения. 

Цель работы – проведение предварительных экспериментов по  оценке 

классификации тринадцати типов клеток костного мозга с применением нейронных 

сетей при выбранной системе признаков для микроскопических изображений препаратов 

Лаборатории иммунологии гемопоэза Национального медицинского исследовательского 

центра онкологии им. Н. Н. Блохина.  

Исходными данными являются аппаратное и программное обеспечение системы 

компьютерной микроскопии для диагностики острых лейкозов и минимальной 

остаточной болезни, методы описания типов исследуемых клеток костного мозга, 

цифровые изображения препаратов костного мозга.  

 

Материалы и методы 
 

Аппаратное обеспечение для регистрации изображений в памяти компьютера: 

микроскоп биологический Olympus BX-43 с камерой Imperx IPX-4M1ST-GCFB. 

Программное обеспечение – операционная система Windows 10. Программы, 

реализующие рассматриваемые методы классификации написаны на языке С++. 

На основе опыта прикладных исследований в области медицинской и технической 

диагностики с применением комплексного цветового, морфологического, текстурного 

анализа [15-18] для рассматриваемого случая выбрана система из  двадцати шести 

признаков. Данная система признаков клеток костного мозга включает: 

- среднее значение цветовых компонент H, S модели HSB в области изображения, 

ограниченной контуром клетки; 

- морфологические характеристики клетки (площадь, коэффициент формы, диаметр, 

отношение максимального расстояния от центра масс до края клетки к минимальному); 

- текстурные характеристики области изображения, ограниченной контуром клетки, для 

матрицы пространственной смежности (энергия, момент инерции, энтропия, локальная 

однородность, максимальная вероятность) по цветовым компонентам R, G, B и значению 

яркости. Общетеоретические вопросы текстурного анализа изложены в работе [19]. 

При определении средних значений цветовых компонент использовалась модель 

Кср=(∑  𝑁
𝑖=0 ∑ 𝐾(𝑖, 𝑗))/(𝑁 ∗ 𝑀)𝑀

𝑗=0  
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Здесь Кср –среднее значение цветовой компоненты (соответственно H, S или V); К(i, j) –

значение цветовой компоненты (соответственно H, S или V)   в пикселе цифрового 

изображения с координатами i по оси абсцисс и j по оси ординат; N, M – размер  

цифрового изображения в пикселях по оси абсцисс и оси ординат соответственно. 

Морфологические признаки были определены по следующим моделям: 

Площадь  S=(∑  𝑁
𝑖=0 ∑ 𝐶(𝑖, 𝑗)),   𝑀

𝑗=0  

здесь C(i, j)=1, если пиксель с координатами принадлежит оцениваемой клетке и C(i, j)=0, 

в противном случае. 

Коэффициент формы  Кф =
P2

4πS
  , 

где P-периметр исследуемой клетки в пикселях, S-площадь исследуемой клетки в 

пикселях. 

Диаметр D=√4𝑆/𝜋, 

где S-площадь исследуемой клетки в пикселях. 

Отношение максимального расстояния от центра масс до края клетки к минимальному 

Кr=MAX(d(φ))/MIN(d(φ)) , 

где d(φ) - расстояние между центром масс геометрической фигуры, ограниченной 

контуром клетки и точкой на контуре клетки, находящейся на линии, проходящей из 

центра масс через эту точку и образующей угол φ с горизонтальной осью. Максимум и 

минимум рассматриваются среди всех углов в диапазоне от 0 до 2π. 

Применялись следующие модели текстурных признаков:  

энергия ∑ ∑ 𝑔𝑖𝑗
2

𝑗𝑖 ; 

момент инерции∑ ∑ (𝑖 − 𝑗)2
𝑗𝑖 𝑔𝑖𝑗), 

энтропия(∑ ∑ 𝑔𝑖𝑗𝐿𝑛𝑔𝑖𝑗𝑗𝑖 ), 

локальная однородность(∑ ∑
𝑔𝑖𝑗

1+(𝑖−𝑗)2𝑗𝑖 ), 

максимальная вероятность(𝑚𝑎𝑥𝑖𝑚𝑎𝑥𝑗𝑔𝑖𝑗)). 

Эти признаки применялись для каждой из цветовых компонент R, G, B и для значения 

яркости, которое рассчитывалось как среднее значение по трем компонентам R, G, B. 

В вышеприведенных формулах g(i,j) – элемент нормализованной матрицы 

пространственной смежности с  индексами i и j. Матрица пространственной смежности 

(МПС, или матрица Харалика)  является квадратной матрицей. Элементы МПС G(i,j) 

содержат количество соседних элементов в изображении (пикселей) яркостью i с 

элементами изображения с яркостью j. При расчете признаков используют 

нормализованную матрицу пространственной смежности (НМПС). Для этого каждый 

элемент матрицы G(i,j) делят на общую сумму элементов матрицы. Получают g(i,j)  - 

относительные частоты наличия на изображении соседних пикселей с яркостью i и j. 

Изображения препаратов костного мозга содержали различные типы 

лейкоцитарных клеток, в том числе и бластные клетки (всего 636 клеток). Изображения 

клеток костного мозга получены с препаратов Лаборатории иммунологии гемопоэза 

Национального медицинского исследовательского центра онкологии им. Н. Н. Блохина. 

Окрашивание препаратов осуществлялось по методу Май-Грюнвальд-Романовского.  

В работе исследовались следующие типы клеток для их классификации: 

базофилы,  лимфоциты, моноциты, палочкоядерные нейтрофилы, сегментоядерные 

нейтрофилы, эозинофилы, лимфобласты, миелобласты, пролимфоциты, промиелоциты, 

нормоциты, метамиелоциты, миелоциты. Состав экспериментальной выборки отражен в 

Таблице. 

Используемая нейронная сеть имела четыре слоя: 
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- входной слой был представлен двадцатью шестью нейронами (соответствовало 

количеству рассматриваемых в работе признаков); 

 - два внутренних слоя содержали по шестнадцать нейронов (определено по результатам 

эксперимента); 

 - выходной слой состоял из тринадцати нейронов (соответствовало количеству типов 

клеток, рассматриваемых в работе). 

 
Таблица  – Состав выборки клеток костного мозга.  

Table – Composition of the sample of bone marrow cells 

 

Тип клетки Количество 

изображений 

Базофилы 25 

Лимфоциты 76 

Моноциты 75 

Палочкоядерные нейтрофилы 75 

Сегментоядерные нейтрофилы 75 

Эозинофилы 50 

Лимфобласты 14 

Миелобласты 59 

Пролимфоциты 28 

Промиелоциты 74 

Нормоциты 30 

Метамиелоциты 24 

Миелоциты 31 

 

Результаты 
 

В эксперименте оценивалась точность классификации изображений лейкоцитов 

костного мозга для классификатора на основе нейронной сети. Результаты эксперимента: 

точность классификации для тринадцати типов исследованных клеток 90%.  

 

Обсуждение 
 

По данным публикаций [4, 5, 14, 15] точность классификации клеток крови и 

костного мозга с применением нейронных сетей составляет от 72% и выше. В нашем 

случае получена точность 90%. Естественно, что наилучшие результаты в точности 

классификации получаются при бинарной классификации (когда в выборке присутствует 

только два класса клеток). Понятно, что при увеличении количества типов клеток 

точность классификации (при заданной системе признаков и типе классификатора) 

уменьшается. Также следует отметить, что достоверность результатов классификации 

существенным образом зависит от объема выборки. Чем больший объем 

экспериментальной выборки, тем достовернее результаты классификации. Таким 

образом, полученный нами результат является предварительным, соответствующим 

начальному этапу решения сложной задачи автоматической классификации множества 

типов клеток костного мозга при диагностике острых лейкозов и минимальной 

остаточной болезни. Требуются дальнейшие исследования с увеличением объема 

выборки и включения в состав типов исследуемых клеток большего количества классов. 
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Заключение. 
 

Настоящая работа посвящена исследованию классификатора на базе нейронной 

сети при заданной системе признаков для тринадцати типов клеток костного мозга в 

системах компьютерного  распознавания изображений при диагностике острых лейкозов 

и минимальной остаточной болезни.  Выборка состояла из 636 клеток. В эксперименте 

получена 90% точность классификации. Результаты носят предварительный характер. 

Для повышения достоверности оценок в дальнейших исследованиях требуется 

увеличение обучающей выборки с учетом типов клеток и вариабельности изображений 

клеток.  
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